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摘　要：集成学习是通过集成多个基分类器共同决策的机器学习技术，通过不同的样本集训练有差异的基分类
器，得到的集成分类器可以有效地提高学习效果。在基分类器的训练过程中，可以通过代价敏感技术和数据采

样实现不平衡数据的处理。由于集成学习在不平衡数据分类的优势，针对不平衡数据的集成分类算法得到广泛

研究。详细分析了不平衡数据集成分类算法的研究现状，比较了现有算法的差异和各自存在的优点及问题，提

出和分析了有待进一步研究的问题。
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　　分类是机器学习和数据挖掘中重要的知识获取手段之一。
常见的分类算法如决策树、贝叶斯网络、支持向量机和神经网

络等已经得到了广泛应用［１］。现有的分类算法通常假定用于

训练的数据集是平衡的，即各类所含的样例数大致相等。当遇

到类数据不平衡时，以总体分类精度为学习目标的传统分类算

法会过多地关注多数类，而使少数类样本的分类性能下

降［２，３］。然而在实际应用中，少数类样例被误分的代价要比多

数类被误分的代价大。例如在软件缺陷预测中，有缺陷的样本

数要远远小于无缺陷样本数，但分类的目标是识别出有缺陷的

少数类样例；类似的还有医疗诊断、石油泄漏监测、网络入侵监

测、信用卡欺诈等领域［４］。不平衡数据分类关注的是类数据

不平衡或未被充分表达情况下学习算法的性能，该问题的研究

已经成为机器学习领域的热门课题之一［２，５～７］。根据现有的研

究成果，解决不平衡数据的分类问题可以引入代价敏感技术或

通过采样技术使数据重平衡进行处理［８］。

随着集成学习技术的发展，越来越多的研究将集成学习技

术引入不平衡数据的分类学习［９～１５］。集成学习是通过训练集

成多个弱分类器提高最终学习效果的一种技术［１６，１７］。采用集

成学习进行类不平衡数据分类具有以下优势：ａ）不平衡数据

的最优类分布和最优类代表样例的寻找可以与集成学习中的

多次采样技术融合在一起，避免额外的学习代价；ｂ）多个分类
器的集成可以防止过拟合，降低单分类器在处理不平衡数据时

可能产生的偏差。
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　不平衡数据与集成分类算法概述
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　不平衡数据的特征

不平衡数据主要表现为类间不平衡和类内不平衡［４］两种

类型。类间不平衡是指类之间呈现了不相等的数据分布，如图

１（ａ）（ｂ）所示。在一些实际应用中，数据呈现了极端的类与类
之间的数据不平衡，不平衡率有些能达到 １０００１或者更
高［１８］。类内不平衡是指某个类与其子类的样本数量不平衡或

者某类数据呈现多个小的分离项，如图１（ｃ）（ｄ）所示。大量研
究表明，类间的数据不平衡不是影响分类学习的唯一因素，类

内的数据不平衡才是影响分类效果的关键因素［３，４，１９］。所以不

平衡数据分类问题主要是数据分布的复杂性，如图１中（ｂ）所
示的数据重叠［２０］、（ｃ）所示的存在少数类的子类问题、（ｄ）所

示的小分离项问题［１９］，这些问题都直接影响到分类器的学习
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效果。
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　集成分类学习

集成分类学习是通过集成多个基分类器共同决策的机器

学习技术，通过调用简单的分类算法，获得多个不同的基分类

器，然后采用某种方式将基分类器组合成一个分类器。基分类

器的准确性和差异性是影响最终集成分类器学习效果的两个

重要因素［２１］。Ｂｏｏｓｔｉｎｇ［２２］和 Ｂａｇｇｉｎｇ［２３］算法是使用最广泛的
集成学习算法，主要思想是通过对训练集进行不同的处理方式

训练得到有差异基分类器，从而提高集成分类器的学习效果。

ＡｄａＢｏｏｓｔ算法［１６］是 Ｂｏｏｓｔｉｎｇ算法的具体实现，是指在迭
代过程中提高前一轮被错误分类的样本权值，降低被正确分类

的样本权值，从而通过不同的训练样本集获得有差异的基分类

器，最后通过加权表决集成最终分类器。ＡｄａＢｏｏｓｔ．Ｍ１和Ａｄａ
Ｂｏｏｓｔ．Ｍ２算法［１７］是 ＡｄａＢｏｏｓｔ算法在处理多分类问题的改进
版本，在处理二分类问题时与ＡｄａＢｏｏｓｔ算法基本上是相同的。
ＡｄａＢｏｏｓｔ算法的伪代码如下所示：

输入：训练数据集｛（ｘ１，ｙ１），…，（ｘｍ，ｙｍ）｝，其中 ｘｉ是输入空间 Ｘ
中的实例，ｙｉ是输出分类Ｙ中相应的分类标签，Ｙ＝｛－１，＋１｝。

初始化Ｄ１（ｉ）＝１／ｍ；
对于ｔ＝１，２，…，Ｔ
ａ）使用Ｄｔ训练基分类器ｈ＿ｔ→Ｙ；
ｂ）计算权值参数αｔ；
ｃ）更新训练数据集的权值Ｄ（ｔ＋１）（ｉ）＝Ｄｔ（ｉ）ｅｘｐ（－αｔｙｉｈｔ（ｘｉ））／

Ｚｔ，Ｚｔ为规范化因子，Ｚｔ＝∑ｉＤｔ（ｉ）ｅｘｐ（－αｔｙｉｈｔ（ｘｉ））；
输出：最终分类器Ｈ（ｘ）＝ｓｉｎｇ（∑Ｔ（ｔ＝１）αｔｈｔ（ｘ））。

在Ｂａｇｇｉｎｇ算法中，从原始训练集有放回地随机选取若干
样例组成的各基分类器训练集，通过多次选取不同的训练集增

加了基分类器的差异度，从而提高最终集成分类器的泛化能

力。Ｂａｇｇｉｎｇ算法的伪代码如下所示：
输入：训练数据集｛（ｘ１，ｙ１），…，（ｘｍ，ｙｍ）｝，其中 ｘｉ是输入空间 Ｘ

中的实例，ｙｉ是输出分类Ｙ中相应的分类标签，Ｙ＝｛－１，＋１｝。
对于ｔ＝１，２，…，Ｔ
ａ）可放回地随机抽取样例形成训练集Ｄｔ；
ｂ）使用Ｄｔ训练基分类器ｈｔ→Ｙ；
输出：最终分类器Ｈ（ｘ）＝ｓｉｎｇ（∑Ｔ（ｔ＝１）ｈｔ（ｘ））。
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　不平衡数据的集成分类技术

集成分类算法是以总体学习精度为目标，不能直接用于处

理不平衡数据的分类学习。根据现有的研究成果，在采用集成

算法对不平衡数据进行分类时，可以在算法或数据两个层面进

行处理。

算法处理是指在集成分类算法的训练过程中引入代价因

子，根据不同类样例被错误分类的代价不同而赋予不同的代价

因子，形成代价敏感的集成分类算法。由于 ＡｄａＢｏｏｓｔ算法是
通过改变训练样本的权值而得到不同的基分类器训练集，通常

在其样例权值更新中引入代价因子形成代价敏感的集成分类

算法，相关算法在２．１节进行讨论。
数据处理是指在构建基分类器的过程中结合使数据重新

平衡的采样技术，使集成算法可以在不影响学习性能的平衡训

练数据上构建分类器。不同的重采样数据平衡策略和集成分

类算法的结合形成了基于数据处理的Ｂｏｏｓｔｉｎｇ集成分类算法、
基于数据处理的 Ｂａｇｇｉｎｇ集成分类算法和基于数据处理的混
合集成分类算法。
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　不平衡数据分类算法评价体系

不平衡数据分类需要分类器能够在不影响多数类学习精

度的前提下，对少数类样例有较高的分类精度。机器学习中常

用的以总体分类精度为指标的评价准则不适合于不平衡数据

分类算法的评价。在现有研究中通常采用可以提供更多信息

的评价准则，如基于混淆矩阵的单评估指标、精确度—召回度

曲线、ＲＯＣ曲线和成本曲线等，本节对使用最广泛的单评估指
标和ＲＯＣ曲线进行介绍。
１４１　单评估指标

不平衡数据的分类算法学习结果可以用混淆矩阵来表示，

在本文中将分类学习任务关注的少数类定义为正类，多数类定

义为负类。混淆矩阵的定义如表１所示。
表１　二分类问题的混淆矩阵

预测为正类 预测为负类

正类（ｐｏｓｉｔｉｖｅ）样例 正确正例ＴＰ 错误负例ＦＮ
负类（ｎｅｇａｔｉｖｅ）样例 错误正例ＦＰ 正确负例ＴＮ

　　相关评估指标如下：

准确率（ｐｒｅｃｉｓｉｏｎ）＝ ＴＰ
ＴＰ＋ＦＰ

召回率（ｒｅｃａｌｌ）＝ ＴＰ
ＴＰ＋ＦＮ

Ｆ值（Ｆｍｅａｓｕｒｅ）＝（β
２＋１）ｒｅｃａｌｌ×ｐｒｅｃｉｓｉｏｎ
β２×ｒｅｃａｌｌ＋ｐｒｅｃｉｓｉｏｎ

，β为参数

Ｇ均值（Ｇｍｅａｎ）＝ ＴＰ
ＴＰ＋ＦＮ×

ＴＮ
ＴＮ＋槡 ＦＰ

准确率又称为正确率，表示正类样例被正确分类的比例，

对数据的分布敏感；召回率又称为查全率，表示正类样例被正

确分类的完整度，是指分类器对正例分类的“能力”度量，对数

据的分布不敏感。理想的分类结果是准确率和召回率越高越

好，但在有些情况下这两个指标是矛盾的。例如极端情况下，

只对不平衡数据中的一个正例进行了正确分类，则准确率为

１００％，但召回率很低。因此在不同研究中可以通过绘制准确
率—召回率曲线（ｐｒｅｃｉｓｉｏｎｒｅｃａｌｌｃｕｒｖｅｓ）［２４］来进行分析。

Ｆ值是准确率和召回率的加权调和平均，当参数β＝１时，
就是最常见的 Ｆ１值。Ｆ１综合了准确率和召回率的结果，当
Ｆ１值较高时说明结果比较理想。Ｇ均值表示正例分类准确率
和负例分类准确率的均衡值。Ｆ值和 Ｇ均值的关注点仍然是
分类准确率，在分类器整体性能评估方面还存在欠缺。

１４２　ＲＯＣ曲线
为了解决单评估指标的不足，文献［２４～２６］研究了 ＲＯＣ

曲线评估指标对不平衡数据的分类算法并进行评价。ＲＯＣ曲
线是显示分类模型真正率和假正率之间折中的一种图形化方

法。ＲＯＣ曲线如图２所示。
真正率（ＴＰＲ）也称为灵敏度，表示正例被正确分类的样本

数与正例样本数的比率，即ＴＰ／（ＴＰ＋ＦＮ）；假正率（ＦＰＲ）也称
为误报率，表示负例被错分为正类的样本数与负例样本数的比

率，即ＦＰ／（ＦＰ＋ＴＮ）。
关于ＲＯＣ曲线可以通过图２中的几个关键点进行解释：Ａ

点（ＴＰＲ＝０，ＦＰＲ＝０）表示把每个样例都预测为负类的模型；Ｂ
点（ＴＰＲ＝１，ＦＰＲ＝１）表示把每个样例都预测为正类的模型；Ｃ
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点（ＴＰＲ＝１，ＦＰＲ＝０）为理想模型，也就是说一个好的分类模
型应该尽可能靠近图形的左上角，即 Ｌ２代表的模型要优于 Ｌ１
代表的模型；点Ｅ位于连接点Ａ和点Ｂ的主对角线上，表示为
随机猜测模型。

ＲＯＣ曲线下方的面积（ＡＵＣ）［２７］提供了评价模型平均性
能的另一种方法，ＡＵＣ值越大，模型越好。理想模型的ＡＵＣ值
为１，随机猜测模型的ＡＵＣ值为０．５。

ＡＵＣ＝（１＋ＴＰＲ－ＦＰＲ）／２

ＲＯＣ曲线没有提供分类器性能的置信度，不能推断出不
同分类器性能的统计特性，而且没有提供不同分类器执行时多

个类的概率或错分代价，有研究提出采用代价曲线来解决上述

问题，限于篇幅，可以参考文献［２８］。
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　不平衡数据的集成分类算法
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　代价敏感的集成分类算法

在不平衡数据分类问题中，结合代价敏感技术的集成分类

算法主要是在ＡｄａＢｏｏｓｔ算法迭代更新样本权值的过程中引入
代价因子。文献［２９］指出，数据分布进行代价修正后，分布会
偏向高代价类，使得分类算法可以更关注到少数类的样例。

在ＡｄａＢｏｏｓｔ算法中，通过更新样本权值形成新的基分类
器训练集，在每一次迭代中训练样本的权重更新为Ｄ（ｔ＋１）（ｉ）＝
Ｄｔ（ｉ）ｅｘｐ（－αｔｙｉｈｔ（ｘｉ））／Ｚ

ｔ，其中 αｔ＝１／２ｌｎ（（１－εｔ）／εｔ）为

权值更新参数，εｔ＝∑ｉ，ｙｉ≠ｈｔ（ｘｉ）Ｄ
ｔ（ｉ）为训练集上的分类错误，Ｚｔ

为归一化因子。

文献［１１］将代价值 Ｃｉ（Ｃｉ∈［０，＋∞））引入 ＡｄａＢｏｏｓｔ算

法的权值更新公式中，根据位置的不同，可以形成Ｄ（ｔ＋１）（ｉ）＝
Ｄｔ（ｉ）ｅｘｐ（－αｔＣｉｙｉｈｔ（ｘｉ））、Ｄ

（ｔ＋１）（ｉ）＝ＣｉＤ
ｔ（ｉ）ｅｘｐ（－αｔｙｉｈｔ

（ｘｉ））和Ｄ
（ｔ＋１）（ｉ）＝ＣｉＤ

ｔ（ｉ）ｅｘｐ（－αｔＣｉｙｉｈｔ（ｘｉ）），分别对应为
ＡｄａＣ１、ＡｄａＣ２和ＡｄａＣ３算法。代价值 Ｃｉ表示将 ｘｉ误分的代
价，通过提高少数类样例的代价值，使得算法可以在每次迭代

生成基分类器过程中更加关注少数类样例，提高其分类精度。

类似算法还有 ＡｄａＣｏｓｔ［１０］、ＣＳＢ１和 ＣＳＢ２［９］。ＡｄａＣｏｓｔ算
法是将 ＡｄａＢｏｏｓｔ算法中样本的权重更新为 Ｄ（ｔ＋１）（ｉ）＝
Ｄｔ（ｉ）×ｅｘｐ（－αｔｙｉｈｔ（ｘｉ）βｓｇｎ（ｈｔ（ｘｉ），ｙｉ）），其中 β为代价调节函
数，对于较高代价样例，函数值较高。文献［１０］中给出代价调
节函数的建议值，错误分类为β＋＝－０．５Ｃｉ＋０．５，正确分类为
β－＝０．５Ｃｉ＋０．５。其中 Ｃｉ为第 ｉ个被错分类样例的代价，并
且可以根据实际应用调整该值。在该算法中，如果给少数类和

多数类样例赋予相同代价调节函数值，并不能蜕化为ＡｄａＢｏｏｓｔ
算法。ＣＳＢ１算法是将 ＡｄａＢｏｏｓｔ算法的权值更新方式变为
Ｄ（ｔ＋１）（ｉ）＝Ｄｔ（ｉ）Ｃｓｇｎ（ｈｔ（ｘｉ），ｙｉ）×ｅｘｐ（－ｙｉｈｔ（ｘｉ）），ＣＳＢ２算法的

权值更新为 Ｄ（ｔ＋１）（ｉ）＝Ｄｔ（ｉ）×Ｃｓｇｎ（ｈｔ（ｘｉ），ｙｉ）×ｅｘｐ（－αｔｙｉｈｔ

（ｘｉ））。当ｘｉ被正确分类时，Ｃｓｇｎ（ｈｔ（ｘｉ），ｙｉ）＝１，当 ｘｉ被错误分类
时，Ｃｓｇｎ（ｈｔ（ｘｉ），ｙｉ）＝ｃｏｓｔ（ｙｉ，ｈｔ（ｘｉ））≥１，其中ｃｏｓｔ（ｉ，ｊ）为ｉ类的样
本被错误分为ｊ类时的代价。

文献［１１］采用 Ｃ４．５作为基分类器对上述算法进行了实
验比较。实验表明，ＡｄａＣ２和 ＡｄａＣ３的召回率要高于 ＡｄａＣ１
算法，且对代价参数的设置较为敏感，ＡｄａＣ２算法的总体性能
要优于 ＡｄａＣ１和 ＡｄａＣ３算法；ＣＳＢ２在代价参数改变时，性能
波动较为明显；ＡｄａＣｏｓｔ是将 ＡｄａＣ１的代价因子改为代价函
数，召回率要高于ＡｄａＣ１，对代价参数的变化也不太敏感。

上述算法在实际应用中存在的问题是代价值或代价函数

不容易定义，也有研究者针对该问题进行了研究。文献［３０］
提出了一种基于权重采样的Ｂｏｏｓｔｉｎｇ算法，通过采样函数调整
原始Ｂｏｏｓｔｉｎｇ损失函数，使得分类器侧重于少数类样例的有效
判别；作者同时给出了等同过采样、误分过采样和分界面过采

样三种函数形式，实验表明分界面过采样分类性能最好。还有

文献［１３］提出的 ＲａｒｅＢｏｏｓｔ算法，该算法是通过改变 ＡｄａＢｏｏｓｔ
每一次迭代过程中权值参数αｔ的计算方式来解决数据不平衡
问题。在第ｔ次迭代过程中利用混淆矩阵计算两个不同的 αｔ

值：αｐｔ＝
１
２ｌｎ

ＴＰｔ
ＦＰｔ
，αｎｔ＝

１
２ｌｎ

ＴＮｔ
ＦＮｔ
。其中，αｐｔ用来预测为正类

的样例更新权值，αｎｔ用来预测为负类的样例更新权值。在
ＲａｒｅＢｏｏｓｔ算法中并没有使用代价因子，而是根据每个实例所
预测的类标签通过αｐｔ和 α

ｎ
ｔ分别进行权值更新。该算法同样

要保证正例的分类精度大于５０％。
在代价敏感的集成分类算法中只是在算法层次进行了修

改，没有增加算法的开销，效率较高，有效提高了不平衡数据的

分类效果。存在的问题是代价值或代价函数不容易定义，在标

准实验数据集中，代价值也只能主观给出。

$


$

　数据处理的集成分类算法

２２１　数据处理的Ｂｏｏｓｔｉｎｇ集成分类算法
在Ｂｏｏｓｔｉｎｇ集成分类算法中，通过样本权值的更新迭代生

成不同的基分类器训练集，在此过程中使用采样技术实现数据

的重新平衡。通过使用不同的数据重平衡采样策略产生了一

系列处理不平衡数据的集成分类算法。

文献［３１］提出合成正类样例的过采样技术（ＳＭＯＴＥ）［３２］

和ＡｄａＢｏｏｓｔ．Ｍ２算法相结合的 ＳＭＯＴＥＢｏｏｓｔ算法［３１］。基本思

想是在每次提升迭代中引入 ＳＭＯＴＥ过采样技术，通过加入合
成正例使得每个基分类器能更加关注正类样例。ＳＭＯＴＥ技术
根据特征空间相似性在正类样本中构造合成样例，首先寻找某

个正例的同类Ｋ近邻样例，随机选择其中一个，按照欧式距离
在其之间插入合成正类样例。在 ＳＭＯＴＥＢｏｏｓｔ算法中通过在
基分类器不同权值的训练集迭代中实现数据的平衡，提高基分

类器的差异性和最终的分类精度。但该算法通过插值的方式

加入合成样例，使得新增合成样例只分布在原始样例的连线

上，不能很好地反映数据的实际分布，容易造成过泛化［３３］。文

献［３４］提出 ＭＳＭＯＴＥＢｏｏｓｔ算法对 ＳＭＯＴＥＢｏｏｓｔ算法进行改
进，在迭代过程中使用改进的合成正类样例过采样技术

（ＭＳＭＯＴＥ）进行不平衡数据的处理。按距离将正类样例分为
三组，即安全样例、边界样例和潜在的噪声样例。在 ＭＳＭＯＴＥ
中，安全样例的合成算法与ＳＭＯＴＥ相同；对于边界样例则选择
其距离最近的样例；而对于潜在的噪声样例则不进行任何操

作。文献［３４］的实验表明，ＭＳＭＯＴＥＢｏｏｓｔ算法的准确率和 Ｆ
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值要优于ＳＭＯＴＥＢｏｏｓｔ算法。
文献［１５］提出的ＰＣＢｏｏｓｔ算法是在迭代过程中通过随机

过采样的方式生成少数类的合成样例平衡数据集，并及时提高

被当前基分类器错分的“困难样例”，使之能够得到更多的关

注，同时修正扰动数据，消除错误添加的合成样例对最终集成

分类结果的影响。实验结果表明，该算法具有处理不平衡数据

的优势。

与上述采用过采样集成算法相对应的是结合欠采样的集

成算法。文献［３５］提出的 ＲＵＳＢｏｏｓｔ算法是在 ＡｄａＢｏｏｓｔ算法
的迭代过程中采用随机欠采样技术（ＲＵＳ）从多数类中随机选
择样例，不给其分配新的权重，从而使算法更加关注少数类样

例。该算法与 ＳＭＯＴＥＢｏｏｓｔ相比，具有实现简单、训练时间短
等优势，但在欠采样中有可能移除潜在的有用多数类样例。为

了避免该问题，在文献［１２］中提出了ＥｕｓＢｏｏｓｔ算法，该算法采
用进化下采样技术［３６］，选择多数类中最具代表性的样例，实现

与正类样本的数据平衡，并引入适应度函数保证基分类器的差

异性，最终提高不平衡数据的集成分类精度。

与前述算法不同，文献［１４］提出的ＤａｔａＢｏｏｓｔＩＭ算法是在
ＡｄａＢｏｏｓｔ．Ｍ１算法中采用文献［３７］提出的数据合成技术。根
据在迭代过程中多数类和少数类被误分类的样本数量比例生

成合成样本，保证类间权值之和的平衡。由于多数类和少数类

都找到了代表性样例，所以在分类时，可以做到在不牺牲多数

类样例分类精度的前提下，获得少数类样例较高的学习精度。

但是该算法同时生成的是两类样例，并没有及时修正错误添加

的合成样例，造成其迭代过程可能面临过多的训练数据，影响

到算法的执行效率。

２２２　基于数据处理的Ｂａｇｇｉｎｇ集成分类算法
由于Ｂａｇｇｉｎｇ算法实现简单、泛化能力强，有研究提出采

用Ｂａｇｇｉｎｇ集成算法处理数据不平衡问题。基于数据处理的
Ｂａｇｇｉｎｇ集成分类算法由于不需要计算与更新权重，比Ｂｏｏｓｔｉｎｇ
集成分类算法要简单。在这些算法中，对每一次有放回随机抽

取基分类器训练集时，引入过采样和欠采样技术实现数据的重

新平衡，保证了基分类器的差异性和集成分类器的学习精度。

文献［３８］提出的ＯｖｅｒＢａｇｇｉｎｇ算法是将 Ｂａｇｇｉｎｇ算法中有
放回的随机采样技术替换为随机过采样技术来处理数据的不

平衡问题。通过对少数类样本的过采样实现数据的平衡。由

于每次迭代过采样都是面对所有的多数类样本，会导致基分类

器训练集过大，影响分类学习的效率。文献［３８］提出的
ＳＭＯＴＥＢａｇｇｉｎｇ算法，不同于 ＯｖｅｒＢａｇｇｉｎｇ算法的随机过采样，
在ＯｖｅｒＢａｇｇｉｎｇ中采样样本数取决于多数类的样本数，而在
ＳＭＯＴＥＢａｇｇｉｎｇ中，每次迭代时选择多数类样本数逐步倍增的
方式，在此过程中数量不足的少数类样本通过 ＳＭＯＴＥ算法生
成，同时在每次迭代中选择不同数量的多数类样本也可以提高

基分类器的差异性。

同样也有文献提出在 Ｂａｇｇｉｎｇ算法中采用欠采样的方式
实现数据的平衡。文献［３９］提出 ＵｎｄｅｒＢａｇｇｉｎｇ算法，该算法
与ＯｖｅｒＢａｇｇｉｎｇ相反，在迭代生成基分类器训练集的过程对多
数类欠采样，以达到数据的平衡。对少数类有放回地重复采样

也能获得差异性大的基分类器，而且与ＯｖｅｒＢａｇｇｉｎｇ相比，由于
是参照少数类样本进行采样，每个包的样例数会较少，效率较

高。但在欠采样过程中容易忽略有用的多数类样例，造成分类

结果的不精确。另外还有Ａｓｙｍｍｅｔｒｉｃｂａｇｇｉｎｇ算法［４０］、Ｒｏｕｇｈｌｙ

ｂａｌａｎｃｅｄｂａｇｇｉｎｇ算法［４１］等，算法的实现思想与 ＵｎｄｅｒＢａｇｇｉｎｇ
基本上是类似的。

２２３　基于数据处理的混合集成分类算法
前面讨论的算法分别基于Ｂｏｏｓｔｉｎｇ或Ｂａｇｇｉｎｇ算法实现不

平衡数据的分类学习。而文献［４２］提出的 ＥａｓｙＥｎｓｅｍｂｌｅ和
ＢａｌａｎｃｅＣａｓｃａｄｅ这两个算法是基于欠采样数据处理的 Ｂｏｏｓｔｉｎｇ
和Ｂａｇｇｉｎｇ混合集成分类算法。ＥａｓｙＥｎｓｅｍｂｌｅ算法的基本思想
是随机采样生成多数类样例的若干个与少数类样例数相等的

子集，每个多数类样例子集和少数类样例构成若干个“平衡数

据包”，然后采用 ＡｄａＢｏｏｓｔ算法训练生成若干个基分类器，最
后进行集成。在该算法中采用 Ｂａｇｇｉｎｇ作为主要的集成方式，
但是每个基分类器采用 ＡｄａＢｏｏｓｔ方式训练生成，可以理解为
集成算法的集成。

在ＥａｓｙＥｎｓｅｍｂｌｅ算法中生成的“平衡数据包”在迭代过程
中样例数量是不变的，而 ＢａｌａｎｃｅＣａｓｃａｄｅ算法与 ＥａｓｙＥｎｓｅｍｂｌｅ
的并行训练方式不同，是在每一次迭代过程中删除被上一轮基

分类器正确分类的多数类样例，进行基分类器的串行训练。不

仅可以避免随机欠采样中忽略有用的多数类样例，而且综合了

ＡｄａＢｏｏｓｔ算法有效降低模型偏差和Ｂａｇｇｉｎｇ算法有效降低模型
方差的优点，提高了不平衡数据分类算法的性能。

基于数据处理的集成分类算法在不平衡数据处理方面取

得了不错的学习效果。从统计意义上讲，代价敏感和数据处理

集成分类算法在处理不平衡数据时其性能是不相上下的［４３］，

所以在实际应用中需要根据各种算法的优势及局限性选择最

适合数据特征的算法。

'

　进一步研究的问题

在代价敏感的集成分类算法中，存在的问题是代价值或代

价函数不容易定义。在实际应用研究中，如何根据数据特征确

定代价值或给出代价值的标准是进一步需要研究的问题；在数

据处理集成分类算法中，重采样时如何确定数据集的最优分布

是一个关键问题。另外，类内不平衡容易导致的小分离项、类

间数据重合和噪声数据的处理等问题直接影响到最终的分类

效果，如何结合集成算法的优势处理这类问题也是要研究的

问题。

本文的关注点是不平衡数据分类的集成算法特性，而在集

成分类算法中，基分类器算法的选择和差异性度量对不平衡数

据分类的影响也是现在研究的热点。随着机器学习算法的研

究，越来越多的技术可以用于不平衡数据的集成分类处理，如

核方法、半监督方式的主动学习技术等，对这些算法进行更深

入的理论分析，并在更多的数据集上进行实验来评价其性能和

价值，是值得进一步探讨的问题。

(

　结束语

不平衡数据的分类学习在许多领域都有广泛的应用，如软

件缺陷预测、网络入侵检测等领域。由于集成技术在处理不平

衡数据学习方面的优势，所以是近年来机器学习领域的研究热

点。本文主要讨论不平衡数据集成分类算法的实现思路、研究

进展及其算法分析，并探讨了其在理论和应用中有待进一步研

究的问题。
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