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摘　要：在基于Ｓｔａｃｋｉｎｇ框架下异构分类器集成方式分析的基础上，引入同构分类器集成中改变训练样本以增
强成员分类器间差异性的思想，提出融合ＤＥＣＯＲＡＴＥ的异构分类器集成算法ＳＤＥ；在１层泛化利用ＤＥＣＯＲＡＴＥ
算法，向１层训练集增加一定比例的人工数据，使得生成的多个１层成员分类器间具有差异性。实验表明，该方
法在分类精度上要优于传统Ｓｔａｃｋｉｎｇ方法。
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　引言

在分类学习中，给定分类目标 Ｃ的训练样本集合 Ｘ，构造
分类器的目的就是通过对训练集样本数据的学习，尽可能根据

事先未知的、隐藏于数据中的重要信息，直接或间接地拟合或

逼近目标分类函数。而对分类器进行集成则是通过构造多个

同构或异构分类器来解决同一个问题。研究表明，集成分类器

能较好地克服假设空间表达能力不足等问题，通常可以获得比

单一分类器更好的泛化效果［１］。目前，集成学习在模式识别、

信息融合、Ｗｅｂ信息过滤、信息检索系统以及数据挖掘等诸多
领域得到了成功应用。

对于集成分类器算法而言，成员分类器之间的随机差异性

有助于提高集成精度，通过直接或间接的方式来增强成员分类

器之间的差异性是集成有效的重要因素［２］。对于同构分类器

的集成，增强成员分类器间的随机差异性可采用改变学习参

数、训练数据或训练集特征等方式来实现［３］。而对于异构分

类器的集成，由于成员分类器是利用不同学习算法训练而得，

其结构及分类偏置已然有差别，成员分类器间的差异程度要高

于同构集成分类器［４，５］。

在异构分类器集成方式中，Ｓｔａｃｋｉｎｇ［６］因其易于拓展的层
次式计算框架而受到关注，其基本原理是根据成员分类器的输

出结果进行二次或多次泛化得到集成分类器。作为原始数据

输入的是０层（０ｌｅｖｅｌ）分类器，每个分类器输出一个结果。后
继层接收前一层的输出作为它的输入，其输出再传送到下一

层，位于最顶层（ｍｅｔａｌｅｖｅｌ）的分类器输出最终的结果。
已有的相关研究中，在Ｓｔａｃｋｉｎｇ集成方法中引入随机差异

性的主要方式包括利用不同类型的学习算法训练成员分类器、

调整１层特征向量的组成、调整每层分类器的数量或逐层增
加新的训练样本等。如 Ｓｅｅｗａｌｄ［７］提出的 ＳｔａｃｋｉｎｇＣ用成员分
类器对样本是否预测为某个类Ｃｉ（标记为１或０）作为训练类ｉ

的１层特征集标签；Ｈａｔａｍｉ等人［８］将 Ｂｏｏｓｔｉｎｇ算法引入０层
泛化，以提高 ０层分类器的精度，从而改善了 １层泛化的效
果；Ｍｅｎａｈｅｍ等人［９］提出了三层 Ｓｔａｃｋｉｎｇ的计算模式 Ｔｒｏｉｋａ，
其中１层训练生成Ｋ×（Ｋ－１）个分类器（Ｋ为问题域的类别
数），而在２层训练生成 Ｋ个分类器，以此得到最高层的超级
分类器；Ｌｅｄｚｍａ等人［１０］提出的 ＧＡＳｔａｃｋｉｎｇ，引入用遗传算法
搜索出最佳的配置参数（如选择何种元学习器、元学习器的参

数、基本学习器的数量、用哪些基本学习器，或基本学习器的参

数等），以提高Ｓｔａｃｋｉｎｇ的泛化性能。
在基于Ｓｔａｃｋｉｎｇ架构的计算模式中，大多数研究着眼于如

何利用０层分类器的各种不同输出信息组成１层特征向量，
目的是尽可能地将原始训练集的数据特征反映到１层训练样
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本中，用于指导第二阶段的学习，从而提高１层分类器的分类
准确率。相比较而言，根据１层特征向量产生多个有差异的
１层分类器的方式则较为少见。而实际上，０层分类器对原始
训练集的描述与真实的数据特征之间是有差异的，因而１层
训练样本中有关０层分类器的预测结果与实际类之间的关系
描述也与实际有偏差。在不改变０层输出的预测信息的前提
下，提高１层分类精度的重要途径之一就是利用１层训练样
本集。为此，本文提出了一种融合 ＤＥＣＯＲＡＴＥ［１１］的异构分类
器集成算法。
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集成框架

给定Ｔ个样本的数据集Ｄ＝｛（ｘｔ，ｙｔ），ｔ＝１，…，Ｔ｝，其中ｘ

为样本的特征向量，ｙ为样本类标签。以 ｊ折交叉验证（ｊｆｏｌｄｓ
ｃｒｏｓｓｖａｌｉｄａｔｉｏｎ）方式得到ｊ折测试集和训练集，分别表示为 Ｄｊ
和Ｄ（－ｊ）。给定Ｎ个分类学习算法作为第０层归纳算法，对第ｊ
折训练集Ｄ（－ｊ）用第ｎ个算法归纳得到０层分类器ｆｎｊ（ｘ），ｎ＝
１，…，Ｎ。而对第 ｊ折测试集 Ｄｊ中的每一个样本，分类器 ｆｎｊ
（ｘｔ）对它的预测表示为 ｘｔ′。交叉验证过程结束后，将 Ｎ个分
类器的输出组成一个新的样本集Ｄ′＝｛（ｘｔ′，ｙｔ），ｔ＝１，…，Ｔ｝。
对样本集Ｄ′进行泛化，得到１层分类器Ｆ（ｘ′），它描述了０层
分类器的输出与实际类标签之间的关系，如图１所示。

&
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算法

ＤＥＣＯＲＡＴＥ是一种对同构分类器进行集成的算法。其基
本思路是反复向训练集加入人工样本，确保增加新成员分类器

之后不降低集成分类器的准确率，具体处理过程如下：

ａ）用初始样本集生成第一个成员分类器。
ｂ）向样本集加入随机生成的人工样本数据，数量与原训

练样本一致。生成方法是：

（ａ）对于连续型特征，通过计算其均值及标准差得到正态
分布的随机特征值；

（ｂ）对于离散型特征，根据不同值在样本集中出现的频率
进行取值；

（ｃ）对于人工样本的类标签，用当前的集成分类器对每一
个人工样本进行分类，取其相反的分类结果作为人工样本的类

标签值，从而得到差异性数据。

ｃ）把人工样本加入原始样本集，生成新的成员分类器，并
将其加入到集成分类器中。

ｄ）测试集成分类器的性能，若错误率比加入之前要高，则
将刚加入的成员分类器删除，否则将其保留。

ｅ）从样本集中删除人工数据。重复上述过程，直到获得
指定的成员分类器数量为止。

ｆ）集成分类器根据成员分类器输出的最大概率均值得到
分类结果。

由此可见，ＤＥＣＯＲＡＴＥ在生成人工数据时的着眼点在于
力求使这些随机样本与原训练样本有差异，从而使得成员分类

器在预测偏好、分类边界等方面存在不同程度的差别，以达到

降低集成分类器误差的目的。
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　融合
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的异构分类器集成方法
@ER
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　基本思想

ＳＤＥ算法采用两层的Ｓｔａｃｋｉｎｇ框架，其对异构分类器进行
集成的思路是：用训练集Ｄ（ｘ，ｙ）以交叉验证方式得到 Ｎ个异
构分类器，令其作为０层分类器，而后用这些分类器测试Ｄ（ｘ，
ｙ）中的样本，将预测结果与实际类标签一起组成１层训练集
Ｄ（ｘ′，ｙ），对Ｄ（ｘ′，ｙ）应用ＤＥＣＯＲＡＴＥ算法得到Ｋ个１层分类
器。分类时计算 Ｋ个１层分类器对样本预测的最大概率均
值，以确定待分类样本的类别。
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　算法描述

输入：ａ）Ｎ个基本学习算法 Ｌ１，Ｌ２，…，ＬＮ，１层学习算法

ＬＭ；ｂ）训练集 Ｄ（ｘ，ｙ）＝｛（ｘ１，ｙ１），…，（ｘｔ，ｙｔ）｝，样本数量为
Ｔ，其中ｙ∈Ω，Ω＝｛ω１，…，ωｆ｝；ｃ）１层训练集 Ｄ′＝；ｄ）１层
分类器数量Ｋ；ｅ）人工样本比例Ｐ，０＜Ｐ≤１。

输出：集成分类器Ｆｅ。
ｆｏｒｊ＝１ｔｏ１０ｄｏ
　以交叉验证方式得到第ｊ折测试集及训练集Ｄｊ和Ｄ（－ｊ）；
　ｆｏｒｉ＝１ｔｏＮｄｏ
　　由Ｌｉ及Ｄ（－ｊ）生成０层分类器ｆｉ；
　　ｆｉ对Ｄｊ中进行预测得到分类结果Ｄｊ′，Ｄ′＝Ｄ′∪Ｄｊ′；
　ｅｎｄｆｏｒ
ｅｎｄｆｏｒ
由ＬＭ及Ｄ′生成１层成员分类器Ｆ０，计算其训练误差Ｅ０；
Ｅ＝Ｅ０；
Ｆｅ＝Ｆ０；
ｉ＝１；
ｗｈｉｌｅ（ｉ＜Ｋ）
｛　根据Ｄ′生成包含Ｐ×｜Ｔ｜个不带类标签的人工样本；
　　由Ｆｅ（ｘ）为每个人工样本指定其类标签得到Ｄｉ′；
　　Ｄ′＝Ｄ′∪Ｄｉ′；
　　由ＬＭ及Ｄ′生成１层成员分类器Ｆｉ（ｘ）；
　　Ｆｅ＝Ｆｅ∪｛Ｆｉ｝；
　　计算Ｆｅ的训练误差Ｅ′；
　　若Ｅ′＜Ｅ
　　　ｉ＝ｉ＋１；
　　　Ｅ＝Ｅ′；
　　否则
　　　Ｆｅ＝Ｆｅ－｛Ｆｉ｝；
｝

对于待检样本ｘ′：

Ｆｅ（ｘ′）＝ａｒｇｍａｘｙ∈Ω
∑
Ｋ

ｉ＝１
Ｉ（Ｆｉ（ｘ）＝ｙ） （１）

由成员分类器Ｆｉ计算出ｘ′属于某个类别ωｊ的概率均值，
均值最大的即为ｘ′所属的类别。

(

　实验及分析

(


"

　数据集

本文采用 ＵＣＩ［１２］的 １８个标准数据集进行 ＳＤＥ算法与
Ｓｔａｃｋｉｎｇ（ＳＴＡ）的对比实验。数据集的描述信息如表１所示。
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表１　数据集的基本信息

数据集 样本数 特征数 离散型特征 连续型特征 类数

ａｎｎｅａｌ ８９８ ３８ ３２ ６ ６

ａｕｔｏｍｐｇ ３９９ ７ ２ ５ ４

ｂｒｅａｓｔｃ ２８６ ９ ９ ０ ２

ｂｒｅａｓｔｗ ６９９ ９ ０ ９ ２

ｃｏｌｉｃ ３６８ ２２ １５ ７ ２

ｃｒｅｄｉｔａ ６９５ １５ ９ ６ ２

ｃｒｅｄｉｔｇ １０００ ２０ １３ ７ ２

ｄｉａｂｅｔｅｓ ７６８ ８ ０ ８ ２

ｈｅａｒｔｃ ３０３ １３ ７ ６ ５

ｈｅａｒｔｓ ２７０ １３ ０ １３ ２

ｈｅｐａｔｉｔｉｓ １５５ １９ １３ ６ ２

ｉｒｉｓ １５３ ４ ０ ４ ３

ｌａｂｏｒ ５７ １６ ８ ８ ２

ｌｙｍｐｈ １４８ １８ １５ ３ ４

ｓｅｇｍｅｎｔ ２３１０ １９ ０ １９ ７

ｓｏｙｂｅａｎ ６８７ ３５ ３５ ０ １９

ｖｏｔｅ ４３５ １６ １６ ０ ２

ｚｏｏ １０４ １７ １６ １ ７

(
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　实验过程设置

所有测试都在ＷＥＫＡ［１３］平台上进行。本文选择了ＷＥＫＡ

提供的七种算法用于构造０层分类器，分别为Ｌｏｇｉｓｔｉｃ、Ｒａｎｄｏｍ

Ｆｏｒｅｓｔ、Ｃ４．５、ＩＢ１、Ｊｒｉｐ、ＮａｖｅＢａｙｅｓ、ＯｎｅＲ。根据这些算法在１８

个数据集上的测试结果，按几何平均错误率（表２）由小到大分

成六组进行实验。

六组异构分类器分别为

ａ）ＢＣ２：ＮａｖｅＢａｙｅｓ、ＯｎｅＲ；

ｂ）ＢＣ３：Ｊｒｉｐ、ＮａｖｅＢａｙｅｓ、ＯｎｅＲ；

ｃ）ＢＣ４：ＩＢ１、Ｊｒｉｐ、ＮａｖｅＢａｙｅｓ、ＯｎｅＲ；

ｄ）ＢＣ５：Ｃ４．５、ＩＢ１、Ｊｒｉｐ、ＮａｖｅＢａｙｅｓ、ＯｎｅＲ；

ｅ）ＢＣ６：ＲａｎｄｏｍＦｏｒｅｓｔ、Ｃ４．５、ＩＢ１、Ｊｒｉｐ、ＯｎｅＲ、ＮａｖｅＢａｙｅｓ；

ｆ）ＢＣ７：Ｌｏｇｉｓｔｉｃ、ＲａｎｄｏｍＦｏｒｅｓｔ、Ｃ４．５、ＩＢ１、Ｊｒｉｐ、ＮａｖｅＢａｙｅｓ、

ＯｎｅＲ。
表２　基本学习算法对比ＯｎｅＲ的几何平均错误率

ＮａｖｅＢａｙｅｓ ＩＢ１ Ｊｒｉｐ ＬｏｇｉｓｔｉｃＲａｎｄｏｍＦｏｒｅｓｔＣ４．５

几何平均

错误率
１．５８８ １．８５３ １．７５４ ２．１２０ ２．０５３ １．８６１

　　１层泛化时均采用 Ｃ４．５算法，集成分类器的成员个数设

定为１０，所有分类器用１０次１０折交叉验证来计算其分类准

确率，人工样本数量与原始训练数据之比Ｐ∈［０．１，１］，基本学

习算法的参数使用ＷＥＫＡ的默认设置。

(


'

　结果分析

图２为人工样本比例Ｐ＝１时的结果。可以看到，在六组

对比测试中，有五组显示出ＳＤＥ算法要优于ＳＴＡ算法，而ＢＣ５

这一组ＳＴＡ略优于ＳＤＥ，但两者非常接近。这表明，在１层泛

化时，根据训练特征集加入不同的人工数据，以使生成的多个

成员分类器间具有差异度，再按其输出结果进行平均集成，有

助于提高集成分类器的准确率。

图３给出了１层的成员分类器个数 Ｋ从２～１０的测试结
果，可以看到，ＢＣ７的集成效果最佳，ＢＣ６居其次，而 ＢＣ２则排
在最后。分析可知，０层的异构分类器数量越多，则１层特征
数量就越多，有助于学习算法更好地逼近真实的分类函数，故

精度也会相应获得提高。而１层成员分类器数量的增加，有
助于整个集成分类器性能的提升。

表３给出了人工样本比例Ｐ由０．１增加到１时的实验结
果。表中带下划线的数字表示该组异构分类器在对应 Ｐ值时

准确率最高。可以看到，六组的最好结果均出现在比例为０．６
或以下，最高平均值出现在Ｐ＝０．３。由此可见，Ｐ值并非越大

越好，较小的 Ｐ值反而有助于加快构造分类器，减少计算
时间。

表３　不同人工样本比例的测试结果

Ｐ值 ＢＣ２ ＢＣ３ ＢＣ４ ＢＣ５ ＢＣ６ ＢＣ７ 平均值

０．１ ８５．８３５ ８６．２３１ ８６．３６１ ８６．３６３ ８６．２９１ ８６．５３３ ８６．２６９

０．２ ８５．９７６ ８６．１７１ ８６．３６６ ８６．３８７ ８６．２５２ ８６．３８２ ８６．２５５

０．３ ８５．７７７ ８６．２２１ ８６．３９５ ８６．２１７ ８６．３６５ ８６．６６０ ８６．２７２

０．４ ８５．７９３ ８６．１２８ ８６．１６１ ８６．３９３ ８６．２３３ ８６．６６１ ８６．２２８

０．５ ８５．８４４ ８５．９３３ ８６．１４２ ８６．２８６ ８６．３４４ ８６．６５７ ８６．２０１

０．６ ８５．９２２ ８６．０２７ ８６．２４２ ８６．２２６ ８６．４５７ ８６．４４６ ８６．２２０

０．７ ８５．８６６ ８５．９５８ ８６．０７６ ８６．３５８ ８６．２２０ ８６．６１９ ８６．１８３

０．８ ８５．６９３ ８６．０４７ ８６．１８９ ８６．３６２ ８６．２２９ ８６．４７１ ８６．１６５

０．９ ８５．８３８ ８６．１２６ ８６．３０２ ８６．２６４ ８６．３２４ ８６．５６６ ８６．２３７

１．０ ８５．６３９ ８６．１８４ ８６．１９２ ８６．２６１ ８６．３７３ ８６．４８９ ８６．１９０

)

　结束语

本文提出了融合 ＤＥＣＯＲＡＴＥ的异构分类器集成算法

ＳＤＥ。该算法首先在０层生成多个异构分类器，而后由这些分

类器对样本集进行预测，得到初始１层训练样本，再将随机生
成的人工样本加入到１层训练集。由于人工样本的类标签与

集成分类器判决结果是相反的，可以最大程度地将差异性数据

引入训练集，从而使得 １层成员分类器相互间具有差异性。

多组实验结果表明，ＳＤＥ算法在分类精度上要优于传统的ＳＴＡ
算法。同时通过实验也发现，人工样本的生成比例为原训练样

本数量的６０％或者更低，同样也能取得较理想的泛化性能，而
且还具有较快的计算速度。下一步工作将分析研究１层成员

分类器的数量与随机人工样本比例之间的关系。
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的结果。

例２　考虑含有时变结构不确定 Ｌｕｒｉｅ系统［１０，１１］，其系数

矩阵为

Ａ＝
－２ ０
０ －０．[ ]９，Ｂ＝ －１ ０[ ]－１ －１

，Ｄ＝
－０．２
－０．[ ]３

Ｍ＝ ０．３ ０．[ ]１，Ｎ＝ ０．１ ０．[ ]２，Ｈ＝０．１×
１ ０[ ]０ １

Ｅ１＝Ｅ２＝
１ ０[ ]０ １

，Ｋ１＝０．２，Ｋ２＝０．５

对于不同的μ，表２分别列出了文献［１０，１１］和定理３获
得的保证系统绝对稳定的时滞上界ｈ。

表２　对于不同的μ，保证系统绝对稳定的时滞上界ｈ

μ ０．００ ０．３０ ０．６０ ０．９０ ≥１．００

文献［１０］ ３．３０５７ ２．０７８７ １．４１９５ ０．９２２８ ０．７６３８

文献［１１］ ４．１０７７ ２．３７０７ １．４８１９ １．０３４６ １．０３４６

定理３ ５．７４５０ ３．３２５０ ２．１８６７ １．３５８８ １．０９３７

　　从表２中可以看出，定理３比文献［１０，１１］中的相关结论
具有更弱保守性。

(

　结束语

本文考虑了一类 Ｌｕｒｉｅ时变时滞系统的绝对稳定问题。
通过构造适当的 Ｌｙａｐｕｎｏｖ函数和引入一些自由权矩阵，给出
了系统时滞相关绝对稳定性判据。最后的两个数值例子（表

１、２）表明，所得结论改进了现有文献的结论。本文方法还可
推广到Ｍａｒｋｏｖ跳变神经网络系统、随机系统等稳定性问题。
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