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多输入 Ｓｉｇｍｏｉｄ激励函数神经网络权值与结构确定法
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摘　要：结合伪逆直接计算得到神经元之间最优权值的方法，提出了一种双阶段自动搜索与确定最优网络结构
的算法，克服了原有ＢＰ神经网络模型及其学习算法的固有缺陷。以函数逼近为例，计算机数值实验结果显示了
算法有效且耗时短，证实了由该算法得到的网络对于多输入函数具有较优良的逼近（学习与校验）性能。
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　　人工神经网络（ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ）系统是一种工程
运算模型，由大量的神经元相互连接构成。一般而言，每个神

经元对应一个激励函数，每两个相互连接的神经元之间有一个

权值；网络输出性能则由网络的连接方式、神经元数目、连接权

值和激励函数等决定［１，２］。自１９４３年心理学家 ＭｃＣｕｌｌｏｃｈ和
数学家 Ｐｉｔｔｓ提出了第一个神经网络的数学模型起，越来越多
的学者在人工神经网络研究领域取得了卓著的成果。

基于误差回传算法的ＢＰ（ｂａｃｋｐｒｏｐａｇａｔｉｏｎ）神经网络是一
类研究较为成熟、应用非常广泛的人工神经网络［２，３］。由于这

类神经网络结构简单，且能够有效地进行非线性目标函数逼

近，因而被大量运用于模式识别［１，４］、自动控制［２］、证券预测［５］

等学科和领域中。传统的 ＢＰ算法是由信号的正向传播与误
差的反向传播两个过程组成的，即：ａ）样本从输入层输入，经
隐层处理后，由输出层输出；ｂ）依据神经网络实际输出与期望
输出之间误差的负梯度方向，从后往前逐层地迭代修正各层神

经元之间的连接权值和神经元的阈值［１，２］。

传统ＢＰ算法存在一些固有的缺陷，如易陷入局部极小
点、学习速度慢、最优网络结构（即最优隐层神经元数目）难以

确定等［６］。因此，研究人员提出了一系列的改进算法或模型，

如增加动量项的 ＢＰ学习算法［７］、共轭梯度法［７］、极限学习

机［８］和广义多项式网络权值直接确定法［９］等。虽然这些方法

逐步解决了一些问题，但依然存在局限性，如多输入函数逼近

效果不佳、隐层神经元数目庞大，以及最优神经网络结构难以

确定等。

本文构造了一种以单极性 Ｓｉｇｍｏｉｄ函数为隐层神经元激
励函数的多输入三层前向神经网络模型，并在权值直接确定

（ｗｅｉｇｈｔｓｄｉｒｅｃｔｄｅｔｅｒｍｉｎａｔｉｏｎ，ＷＤＤ）［９］的基础上提出了一种快
速自确定神经网络结构的双阶段搜索算法。

"

　单极性
@/NB+/O

神经网络模型

定义１［１０］　单极性 Ｓｉｇｍｏｉｄ函数又称单端 Ｓ形函数。其
公式如下：

ｆ（ｕ）＝ １
１＋ｅｘｐ（－ａｕ） （１）

其中：ａ为倾斜参数（其值变化会影响 Ｓｉｇｍｏｉｄ函数的形状）。
Ｓｉｇｍｏｉｄ函数的特点有：对应幅值区间（０，１）；函数非线性光滑
递增，但当输入ｕ→ ＋∞（或 －∞）时，函数一致逼近于１（或
０）；该函数全局可微。值得指出的是，本文采用该单极性 Ｓｉｇ
ｍｏｉｄ激励函数只是作为后续提出的权值与结构直接确定法的
一种选择；而其他连续、可微及有界的激励函数也是可行的。

本文构造了一种三层前向神经网络模型，如图１所示。具
体而言，输入层神经元个数等同于输入变量个数，其阈值设为

０，输入层神经元到隐层神经元的连接权值在（０，１）内随机产
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生；隐层神经元个数暂定Ｍ，其将由后述的双阶段结构自确定
算法确定，隐层神经元对应的阈值在（０，１）内随机产生，而激
励函数则采用单极性Ｓｉｇｍｏｉｄ函数且倾斜参数ａ设为１，即

ｆ（ｕ）＝ １
１＋ｅｘｐ（－ｕ）

隐层神经元到输出层神经元的连接权值由权值直接确定法直

接确定；输出层神经元个数为１，其阈值设为０；输入层与输出
层神经元均采用线性恒等激励函数，即ｐ（ｕ）＝ｕ。

对网络进行训练时，令网络输入层神经元数为 Ｄ，学习样
本个数为 Ｎ。对于该网络，有如下设定：ａ）学习样本集为
｛（Ｘｎ，δｎ）｝

Ｎ－１
ｎ＝０，其中第（ｎ＋１）个学习样本的输入为 Ｘｎ＝

［ｘｎ，０，ｘｎ，１，…，ｘｎ，ｄ，…，ｘｎ，Ｄ－１］
Ｔ∈ＲＤ（ｎ＝０，１，…，Ｎ－１，上标 Ｔ

表示矩阵或向量的转置），第（ｎ＋１）个期望输出为 δｎ；ｂ）第
（ｄ＋１）个输入层神经元到第（ｍ＋１）个隐层神经元的连接权
值记为ｗｄ，ｍ（ｄ＝０，１，…，Ｄ－１和ｍ＝０，１，…，Ｍ－１）；ｃ）第（ｍ
＋１）个隐层神经元的阈值记为βｍ；ｄ）第（ｍ＋１）个隐层神经元
到输出层神经元的连接权值为μｍ；ｅ）输出层输出为ｙ。

&

　网络权值与结构确定法

本章介绍权值直接确定理论，并给出了多输入 Ｓｉｇｍｏｉｄ激
励函数神经网络最优结构自确定算法。

&


"

　权值直接确定理论［
P

］

一般而言，对神经网络的训练最终是为了确定其神经元之

间的连接权值和神经元的阈值。在图１所示的神经网络模型
中，输入层到隐层的权值及隐层神经元的阈值均可随机产生，

而重点在于确定该网络的隐层到输出层神经元之间的连接

权值。

定义多输入Ｓｉｇｍｏｉｄ前向神经网络的批处理输出误差Ｅ为

Ｅ＝１Ｎ∑
Ｎ－１

ｎ＝０
（δｎ－∑

Ｍ－１

ｍ＝０
μｍｈｎ，ｍ）２ （２）

学习样本集里，样本目标输出用向量表示为

δ＝ δ１ δ２ … δ[ ]Ｎ Ｔ∈ＲＮ

另外，记输入第（ｎ＋１）个学习样本时，第（ｍ＋１）个隐层
神经元的输出为ｈｎ，ｍ＝ｆ（∑

Ｄ－１
ｄ＝０ｘｎ，ｄｗｄ，ｍ－βｍ），因此，对于所有

学习样本，网络隐层神经元的输出矩阵如下：

Ｈ＝

ｈ０，０ ｈ０，１ ｈ０，２ … ｈ０，Ｍ－１
ｈ１，０ ｈ１，１ ｈ１，２ … ｈ１，Ｍ－１
ｈ２，０ ｈ２，１ ｈ２，２ … ｈ２，Ｍ－１
   

ｈＮ－１，０ ｈＮ－１，１ ｈＮ－１，２ … ｈＮ－１，Ｍ













－１

∈ＲＮ×Ｍ

那么，基于上述定义，神经网络隐层到输出层最优稳态权

值所构成的列向量μ可以直接给定为
μ＝（ＨＴＨ）－１ＨＴδ＝Ｈ＋δ （３）

其中：Ｈ＋为矩阵 Ｈ的伪逆。此方法称为网络权值直接确
定法。

&


&

　网络结构自确定算法

隐层神经元数对于神经网络的整体性能具有重要意义。

隐层神经元数不宜过多，否则，若当隐层神经元数超过学习样

本数时，便会产生过拟合现象；而隐层神经元数过少，则达不到

最佳逼近效果。因而在设计网络结构时，隐层神经元数的选择

就显得极为重要。一部分学者针对此问题已作了深入的研究，

提出了如随机自适应渐进式学习法和剪枝算法［２］等方法。但

他们的做法在多输入函数逼近求解中普遍存在着得到的隐神

经元数目庞大和学习时间过长等问题。

本文通过计算机数值实验，以函数逼近为例，用前文所介

绍的Ｓｉｇｍｏｉｄ激励神经网络模型对如下三输入函数进行学习：

δ＝
ｓｉｎ（０．２ｘ１＋３ｘ２＋ｘ３）

２１ｘ１＋４９ｘ２
＋２０

在学习过程中，逐个增加隐层神经元，得到隐层神经元数

与学习批处理误差Ｅ之间的关系如图２所示。可以看出，在一
定范围内增加隐层神经元，学习误差会降低；但如果进一步增

加隐层神经元，误差将波动。值得指出的是，本文也分别对二、

三和四输入的多个函数就该神经网络进行了相应的训练，得到

的隐层神经元数与学习误差之间的关系图均与图 ２有相似
特征。

因此，为了快速、准确地得到神经网络最优结构，找到图２
中曲线下降无波动段的最低点（即最优隐层神经元数点），本

文提出了一种双阶段结构自确定算法。具体而言，第一阶段搜

索时，每步增加多个隐神经元，以快速找到最优隐层神经元数

目点所在的大致区间；第二阶段搜索时，在上一阶段得到的最

优区间中进行细致搜索，此时每步只增加一个隐神经元，以最

终确定最优隐层神经元数（即神经网络的最优结构）。另外，

因输入层到隐层神经元连接权值和隐层神经元阈值均为随机

产生，本算法中还采取了每增加一次隐层神经元时，对新加入

的隐层神经元进行三次随机选取最优值的优化策略。具体描

述如下：

为方便理解，对各符号定义如下：

ｋ１为第一阶段终结步数计数；
ｋ２为第二阶段终结步数计数；
ｅ为当前网络批处理学习误差；
ｅｍｉｎ为最优误差；
ｓ为第一阶段搜索时每步增加隐层神经元的个数；
ｎｍｉｎ为最优隐层神经元数；
ｌ为隐层神经元计数；
ｃｏｍ为单步随机次数；
ｎｃｏｍ为单步多次选择出的隐层神经元数；
ｅｃｏｍ为单步多次选择的最优误差；
ｎｔｅ为最优隐层神经元数范围中值。
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双阶段结构自确定算法描述如图３和４所示。其中第一
阶段搜索过程的初始化为：获取学习样本集｛（Ｘｎ，δｎ）｝

Ｎ－１
ｎ＝０，生

成一个隐层神经元，随机产生输入层到隐层神经元连接权值和

隐层神经元阈值；然后由ＷＤＤ法得到隐层到输出层神经元连
接权值；计算初始化网络的输出；终结步数 ｋ１＝０；最优误差
ｅｍｉｎ＝１０；每步增加个数 ｓ＝２Ｄ；隐层神经元数 ｌ＝１＋ｓ；单步隐
层神经元数ｎｃｏｍ＝１。

'

　计算机数值验证

为了验证单极性 Ｓｉｇｍｏｉｄ函数激励下的神经网络模型的
有效性，以及基于伪逆的权值直接确定方法和双阶段结构自确

定方法的可行性，本章分别选取了二、三和四输入函数，共１５
个目标函数进行了数值实验。

二输入：

１．δ＝
０．０１５ｓｉｎ［ （７ｘ０）２＋（１０ｘ１）槡

２］

（７ｘ０）２＋（１０ｘ１）槡
２

＋２０

２．δ＝２ｘ０ｘ１ｅｘｐ（－２ｘ２０－２ｘ２１）＋２０
３．δ＝ｓｉｎ（ｘ０ｘ１π）＋２０

４．δ＝
ｘ０ｘ１

５０ｘ０＋ｅｘｐ（２ｘ１）
＋１０

５．δ＝
ｘ０ｃｏｓ（０．２ｘ０＋ｘ１）
ｅｘｐ（１０＋ｘ０＋ｘ１）

＋１８

三输入：

６．δ＝（ｘ０＋ｘ１＋ｘ２）２＋ｘ３０＋ｘ４１＋ｘ５２＋１０
７．δ＝ｓｉｎ（ｘ０ｘ１）ｅｘｐ（ｘ０ｘ１）＋１０
８．δ＝ｅｘｐ［ｃｏｓ（ｘ０ｘ１）］＋ｘ０ｓｉｎｘ２＋１０

９．δ＝
ｘ０ｃｏｓ（０．６ｘ１＋ｘ２）
ｅｘｐ（ｘ０＋ｘ１＋ｘ２）

＋１２

１０．δ＝６ｓｉｎ（ｘ０ｘ１）ｃｏｓ（ｘ０ｘ２）ｓｉｎ（ｘ１ｘ２）＋２０

四输入：

１１．δ＝
ｓｉｎ（０．２ｘ０＋３ｘ１＋ｘ３）

２１ｘ０＋４９ｘ２
＋２０

１２．δ＝
ｘ０ｘ１ｘ３

５０ｘ０＋ｅｘｐ（ｘ２）
＋１０

１３．δ＝
ｘ２ｃｏｓ（０．２ｘ３＋ｘ１）
ｅｘｐ（１０＋ｘ０＋ｘ１）

＋１８

１４．δ＝
ｓｉｎ（ｘ０ｘ１ｘ２ｘ３）
ｘ０ｘ１ｘ２ｘ３

１５．δ＝ｘ１ｘ２
ｘ３
ｘ０
ｓｉｎｘ０ｃｏｓｘ３＋１０

数值实验所使用的计算机硬件配置为 ＩｎｔｅｌＰｅｎｔｉｕｍ４３．０
ＧＨｚＣＰＵ，１ＧＢ内存；操作系统为 ＷｉｎｄｏｗｓＸＰ，实验所使用软
件为ＭＡＴＬＡＢ７．６．０。

'


"

　二输入目标函数学习与校验

在进行二输入数值实验时，在［０．０５，１］２内沿着 ｘ０和 ｘ１
坐标轴方向以０．０５的间隔对目标函数均匀采样，从而得到学
习样本集｛（Ｘｎ＝［ｘｎ，０，ｘｎ，１］

Ｔ，δｎ）｝
Ｎ－１
ｎ＝０（Ｎ＝４００），使用上述样

本集对网络进行训练；然后在［０．１２５，０．９２５］２内沿着 ｘ０和 ｘ１
坐标轴方向以０．０５的间隔采集样本点进行校验，学习和校验
结果如表１所示。

表１　神经网络对二输入目标函数１～５的学习与校验结果

目标函数
算法执行

时间／ｓ
最优隐层

神经元数／个 学习误差 校验误差

１ ０．７７５ ３８ ３．４３６×１０－９ ２．５１８×１０－９

２ ０．６９３ ３７ ８．５３９×１０－８ ７．２４９×１０－８

３ ０．８８３ ４１ ２．６１６×１０－８ １．８８９×１０－８

４ ０．５５２ ３３ ８．００６×１０－１０ ５．３４５×１０－１０

５ ０．３４ ２１ １．０９８×１０－１４ ８．６９４×１０－１５

　　以目标函数３为例，网络最优结构确定过程、学习和校验
结果如图５所示。其中图５（ｄ）显示双阶段结构自确定法最终
确定的隐层神经元数为４１。在添加第４２个隐层神经元时，按
照算法，总共搜索了３×ｓ＝１２次，均未得到能够使误差继续下
降的隐层神经元，于是网络最优结构最终得到确定。而图 ５
（ａ）～（ｃ）表明了网络对样本的学习性能良好；同时，图５（ｅ）
（ｆ）也证实了该网络校验结果良好。

'


&

　三输入函数学习与校验

类似于二输入函数的实验，在进行三输入数值实验时，学

习样本采样区域为［０．０５，１］３，采样点间距为０．１５，从而得到
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学习样本集｛（Ｘｎ＝［ｘｎ，０，ｘｎ，１，ｘｎ，２］
Ｔ，δｎ）｝

Ｎ－１
ｎ＝０（Ｎ＝３４３）。使用

上述双阶段结构自确定法对网络进行训练，校验区间为

［０．０６，０．９２５］３，以０．１５的间隔采集样本点进行校验，结果如
表２所示。

表２　神经网络对三输入目标函数６～１０的学习与校验结果

目标函数
算法执行

时间／ｓ
最优隐层

神经元数／个 学习误差 校验误差

６ ７．６３７ １２７ １．７０２×１０－１０ １．６０８×１０－１０

７ ７．７０７ １２７ ３．９２４×１０－１０ ４．１３２×１０－１０

８ ７．３８４ １２６ ２．０６９×１０－１０ １．７５２×１０－１０

９ ５．７０４ １０３ ４．９０６×１０－１２ ３．６５６×１０－１２

１０ １２．１７２ １５１ １．２９５×１０－９ ４．７１４×１０－９

'


'

　四输入函数学习与校验

在进行四输入数值实验时，学习样本区间为［０．３，０．８］４，
以采样点间隔 ０．０８进行均匀采样，从而得到学习样本集
｛（Ｘｎ＝［ｘｎ，０，ｘｎ，１，ｘｎ，２，ｘｎ，３］

Ｔ，δｎ）｝
Ｎ－１
ｎ＝０（Ｎ＝２４０１），并使用上述

算法对网络进行训练。然后在［０．３２，０．７９］４内沿着 ｘ０、ｘ１、ｘ２
和ｘ３方向以０．０９的间隔采集样本点进行校验，得到如表３所
示结果。以第１３个目标函数为例，双阶段结构自确定法最优
结构搜索过程和校验样本误差如图６所示。

表３　神经网络对四输入目标函数１１～１５的学习与校验结果

目标函数
算法执行

时间／ｓ
最优隐层

神经元数／个 学习误差 校验误差

１１ ７０．８６ １６９ ５．４０１×１０－１１ ３．８０３×１０－１１

１２ ５２．６３９ １３７ ７．７６７×１０－１３ ７．５０３×１０－１３

１３ ４２．４７５ １０６ ６．３６０×１０－１４ ８．８９２×１０－１４

１４ １２５．５２１ ２０９ ６．００９×１０－１５ ４．７９６×１０－１５

１５ ８７．９２１ １９３ ４．１３５×１０－１１ ２．６７３×１０－１１

　　为了更进一步展现本方法的优势，本文同时采用了改进的
ＢＰ迭代法，即 ＬｅｖｅｎｂｅｒｇＭａｒｑｕａｒｄｔ（ＬＭ）算法［１１］，进行神经网

络逼近多输入目标函数的计算机实验验证。现选取四输入目

标函数１１～１５用ＬＭ算法训练单隐层 Ｓｉｇｍｏｉｄ激励函数的神
经网络，展示它们对目标函数的学习和校验效果，实验结果如

表４所示。另外，在迭代过程中，设定迭代最长时间为６００ｓ。
表４　ＬＭ算法对四输入目标函数１１～１５的学习与校验结果

目标函数
算法执行

时间／ｓ
隐层神经

元数／个 学习误差 校验误差

１１ ６００ １６９ ７．３４５×１０－９ １．３３１×１０－８

１２ ６００ １３７ ２．２９７×１０－９ ８．６９５×１０－８

１３ ６００ １０６ ３．０２８×１０－９ ２．６０６×１０－９

１４ ６００ ２０９ ３．６９５×１０－９ ４．２０９×１０－６

１５ ６００ １９３ １．２６８×１０－８ ２．１２８×１０－８

　　通过表４与３的对比可以看出，基于ＬＭ算法的神经网络
虽然已达到了设定的最大迭代时间６００ｓ，但是其学习误差和
校验误差较本文提出的方法所对应的误差要大很多（相差了

几个数量级）。值得指出的是，运用ＬＭ算法构造的神经网络，
需要预先设定隐层神经元数目（这里采用的是表３中所确定
的隐层最优神经元数目）；同时，如果要更好地完成对网络的

训练，还需要尝试多次不同的隐层神经元数目。相比之下，本

文提出的结构确定方法可以有效地解决隐层神经元数难以确

定这个问题。

从上述的二、三和四输入目标函数逼近结果以及与ＬＭ算
法的对比结果可以看出，本文提出的基于权值直接确定法的双

阶段结构自确定法是可行且有效的。同时，表１～３的数据也
显示了通过本算法所得到的最优神经网络学习误差小，数量级

在１０－１４～１０－８左右；网络校验误差小，数量级在１０－１５～１０－８

左右，即无过拟合现象发生；另外，算法运行时间也较短，证明

了该算法的高效性。实际上，笔者也针对其他更多的输入的情

况进行了相应的数值实验，对应的实验结果（限于篇幅就没有

展示出来）也显示出本文所提出的基于权值直接确定法的双

阶段结构自确定法的有效性和可行性。

值得指出的是，本文是基于笔者和其团队之前工作的进一

步探索所取得的成果。虽说本文所提出的方法与增量ＥＬＭ方
法［１２］之间在某些方面有一定的关联，但还是有很大的不同，列

举如下：ａ）增量ＥＬＭ方法采取了逐个增加隐层神经元的方法，
而本文则提出了双阶段结构确定方法（图３和４）来确定隐层
神经元数目；ｂ）增量ＥＬＭ方法采取了人工设定期望精度及最
大隐层神经元数目的方式，并以此作为该结构确定算法的停止

点［１２］，相比之下，本文提出的双阶段结构确定方法无须上述人

工干预，只需给出相应的学习样本，便可自动计算出最佳逼近

误差以及确定最优网络结构；ｃ）增量 ＥＬＭ方法在每增加一个
新的隐层神经元时，不重新计算之前已确定 （下转第４１５１页）
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表１　不同路况下的路径规划测试结果

路况 起点 终点
路径长度

／ｍ
行驶时间

／ｍｉｎ
搜索时间

／ｍｓ

速度表１ ２２００１ ３１００２ ２０９３ ４．２４０５４１ ７８

速度表２ ２２００１ ３１００２ ２０８９ ６．２６６９９９ ７８

速度表３ ２２００１ ３１００２ ２１８６ ３．７３９２４７ ６３

(

　结束语

本文通过对时间ＴＤＮ路径规划问题进行研究，提出了一

种以结构体数组来完成节点搜索，实现最小时间路径规划算

法。通过仿真实验验证了该算法同样具有较好的性能，能较好

地满足ＴＤＮ路网最小时间路径规划要求。但是该算法对路网

模型考虑比较简单，如没有考虑交通规则、交通堵塞等复杂情

况，具体的应用还有待实际检验。对算法进行改进或优化（如

设置启发信息增强搜索方向性、结构体增加变量体现交通规则

等复杂情况等）有待下一步作深入研究。

参考文献：

［１］ 谭国真．时变、随机网络最优路径算法及其应用研究［Ｄ］．大连：

大连理工大学，２００２．

［２］ ＤＲＥＹＦＵＳＳＥ．Ａｎａｐｐｒａｉｓａｌｏｆｓｏｍｅｓｈｏｒｔｅｓｔｐａｔｈａｌｇｏｒｉｔｈｍｓ［Ｊ］．

ＯｐｅｒａｔｉｏｎｓＲｅｓｅａｒｃｈ，１９６９，１７（３）：３９５４１２．

［３］ ＫＡＵＦＭＡＮＤＥ，ＳＭＩＴＨＲＬ．Ｆａｓｔｅｓｔｐａｔｈｉｎｔｉｍｅｄｅｐｅｎｄｅｎｔｎｅｔ

ｗｏｒｋｆｏｒｉｎｔｅｌｌｉｇｅｎｔｖｅｈｉｃｌｅｈｉｇｈｗａｙｓｙｓｔｅｍｓａｐｐｌｉｃａｔｉｏｎ［Ｊ］．ＩＶＨＳ

Ｊｏｕｒｎａｌ，１９９３，１１（１）：１１１．

［４］ 谭国真，高文．时间依赖的网络中最小时间路径算法［Ｊ］．计算机

学报，２００２，２５（２）：１８．

［５］ 何俊，戴浩，宋自林，等．时间依赖的交通网络模型及最短路径算

法［Ｊ］．解放军理工大学学报：自然科学版，２００５，６（６）：５４１５４４．

［６］ 李星毅，翟晓峰，施化吉．最小时间路径算法的改进及在路径优化

中的应用［Ｊ］．计算机应用研究，２００８，２５（６）：１６４５１６４７．

［７］ 余伟辉，陈闳中．时间依赖有向无环网最小时间路径算法［Ｊ］．计

算机工程与科学，２００８，３０（１１）：４２４５．

［８］ 章昭辉．一种基于离散变权网络的动态最短路径快速算法［Ｊ］．计

算机科学，２０１０，３７（４）：２３８２４０．

［９］ 张廷．城市道路行程时间预测研究［Ｄ］．长沙：湖南大学，２０１０．

（上接第４１１６页）的隐层神经元至输出神经元的权值（即未添加

该神经元时的权值），只确定新添加的隐层神经元的权值，而

本文则是延续了笔者团队之前研究的基于伪逆的方法，这样便

可在增加隐层神经元时直接一步计算出连带之前隐层神经元

的全部连接权值［１０］。总的来说，上述两种方法在确定隐层神

经元数目和权值时有着明显的不同，这从某种程度上也彰显了

本文算法的创新之处。

(

　结束语

本文展示了一种多输入单极性 Ｓｉｇｍｏｉｄ激励函数神经网
络模型，同时为了克服传统ＢＰ神经网络权值和结构确定过程
中的固有缺陷，采用了权值直接确定法来快速确定网络最优权

值，进而提出了双阶段结构自确定法，该算法能够快速有效地

确定神经网络最优结构。计算机数值实验结果进一步表明，基

于该双阶段结构自确定法的神经网络具有良好的学习和泛化

能力，在多输入函数逼近方面体现出较优良的性能。

参考文献：

［１］ ＢＩＳＨＯＰＣＭ．Ｎｅｕｒａｌｎｅｔｗｏｒｋｓｆｏｒｐａｔｔｅｒｎｒｅｃｏｇｎｉｔｉｏｎ［Ｍ］．Ｎｅｗ
Ｙｏｒｋ：ＯｘｆｏｒｄＵｎｉｖｅｒｓｉｔｙＰｒｅｓｓ，１９９５．

［２］ 张青贵．人工神经网络导论［Ｍ］．北京：高等教育出版社，１９９２．

［３］ 成素梅，郝中华．ＢＰ神经网络的哲学思考［Ｊ］．科学技术与辩证
法，２００８，２５（４）：２０２５．

［４］ 张祥敢，刘长安，方文涛．基于改进ＢＰ神经网络的控制图模式识
别系统［Ｊ］．组合机床与自动化加工技术，２０１１（９）：４３４６．

［５］ 孙彬，李铁克，张文学．基于结构修建神经网络的股票指数预测
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