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基于语义关联和信息增益的 TFIDF 改进算法研究 倡
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摘　要： 基于词频反文档频率（ ｔｅｒｍ ｆｒｅｑｕｅｎｃｙ ｉｎｖｅｒｓｅ ｄｏｃｕｍｅｎｔ ｆｒｅｑｕｅｎｃｙ，ＴＦＩＤＦ）的现有文本特征提取算法及其
改进算法未能考虑类别内部词语之间的语义关联，如果脱离语义，提取出的特征不能很好地刻画文档的内容。
为准确提取特征，在信息熵与信息增益的基础上，加入词语的语义关联因素，实现融合语义信息的特征提取，进
而提出语义和信息增益相结合的 ＴＦＩＤＦ 改进算法，该算法弥补了统计方法丢失语义信息的弊端。 实验结果表
明，该算法有效地提高了文本分类的精准率。
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Abstract： Ｂｏｔｈ ｔｈｅ ｔｒａｄｉｔｉｏｎａｌ ａｎｄ ｉｍｐｒｏｖｅｄ ｔｅｒｍ ｆｒｅｑｕｅｎｃｙ唱ｉｎｖｅｒｓｅ ｄｏｃｕｍｅｎｔ ｆｒｅｑｕｅｎｃｙ （ ＴＦＩＤＦ） ａｌｇｏｒｉｔｈｍｓ ｉｇｎｏｒｅｄ ｔｈｅ
ｄｉｆｆｅｒｅｎｃｅ ｏｆ ｄｉｓｔｒｉｂｕｔｉｏｎｓ ａｍｏｎｇ ｄｉｆｆｅｒｅｎｔ ｃａｔｅｇｏｒｉｅｓ ｉｎ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ．Ｄｕｅ ｔｏ ｔｈｅ ｌａｃｋｉｎｇ ｏｆ ｃｏｎｓｉｄｅｒａｔｉｏｎ ｏｆ ｓｅｍａｎｔｉｃ ｒｅｌａ唱
ｔｉｏｎｓｈｉｐｓ ｗｉｔｈｉｎ ｓｏｍｅ ｃｅｒｔａｉｎ ｃａｔｅｇｏｒｉｅｓ， ｔｈｅ ｓｅｌｅｃｔｅｄ ｆｅａｔｕｒｅ ｗｏｒｄ ｃａｎｎｏｔ ｄｅｓｃｒｉｂｅ ｔｈｅ ｃｏｎｔｅｎｔｓ ｏｆ ｔｈｅ ｄｏｃｕｍｅｎｔ ｃｏｒｒｅｃｔｌｙ ａｎｄ
ａｃｃｕｒａｔｅｌｙ．Ｉｎ ｏｒｄｅｒ ｔｏ ｓｅｌｅｃｔ ｆｅａｔｕｒｅ ｍｏｒｅ ａｃｃｕｒａｔｅｌｙ， ｉｎ ｔｈｉｓ ｐａｐｅｒ， ｂａｓｅｄ ｏｎ ｔｈｅ ｐｒｅｖｉｏｕｓ ｉｍｐｒｏｖｅｍｅｎｔｓ， ｉｎｔｒｏｄｕｃｅｄ ｔｈｅ ｓｅ唱
ｍａｎｔｉｃ ａｓｓｏｃｉａｔｉｏｎ ｏｆ ｗｏｒｄｓ ｔｏ ａｎａｌｙｚｅ ｔｈｅ ｓｅｍａｎｔｉｃ ｏｆ ｔｅｘｔ， ｒｅｄｅｓｉｇｎｅｄ ｔｈｅ ｗｅｉｇｈｔｓ ｅｑｕａｔｉｏｎ， ａｎｄ ｐｒｏｐｏｓｅｄ ｔｈｅ ｎｅｗ ＴＦＩＤＦ ａｌ唱
ｇｏｒｉｔｈｍ ｃｏｍｂｉｎｅｄ ｗｉｔｈ ｓｅｍａｎｔｉｃ ａｎｄ ｉｎｆｏｒｍａｔｉｏｎ ｇａｉｎ．Ｔｈｅ ｄｅｖｅｌｏｐｅｄ ａｌｇｏｒｉｔｈｍ ｃａｎ ｍａｋｅ ｕｐ ｆｏｒ ｔｈｅ ｓｈｏｒｔｃｏｍｉｎｇｓ ｏｆ ｔｈｅ ｌａｃｋ ｏｆ
ｓｅｍａｎｔｉｃ ｉｎｆｏｒｍａｔｉｏｎ ｉｎ ｓｔａｔｉｓｔｉｃａｌ ｍｅｔｈｏｄ．Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｉｌｌｕｓｔｒａｔｅ ｔｈａｔ ｔｈｅ ｉｍｐｒｏｖｅｄ ａｌｇｏｒｉｔｈｍ ｃａｎ ｅｆｆｅｃｔｉｖｅｌｙ ｉｍｐｒｏｖｅ
ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ．
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0　引言
随着网络技术的飞速发展，互联网上的电子文本数量急剧

增加，人工分类已经无法满足要求，因此如何有效地进行文本
分类及管理是当今的一个重要研究方向，也为文本分类提供了
新的发展平台［１］ 。 文本分类通常有文本的预处理、文本的向
量空间模型表示、文本特征提取和分类器的训练四个步骤。 在
研究文本分类的过程中，特征提取是最关键的环节之一，可以
起到降低向量维数、简化计算、去除噪声等作用。 故而，特征提
取的好坏将直接影响文本分类的准确率。 特征提取的基本思
想是构造一个评估函数，对特征集中的每个特征词进行权重计
算，然后对所有的特征词按照其权重值的大小进行排序，选择
预定数目的最佳特征作为最终的特征子集。 在文本分类中常
使用的特征选择方法包括文档频率（ｄｏｃｕｍｅｎｔ ｆｒｅｑｕｅｎｃｙ）、互信
息（ｍｕｔｕａｌ ｉｎｆｏｒｍａｔｉｏｎ）、信息增益（ ｉｎｆｏｒｍａｔｉｏｎ ｇａｉｎ）、χ２ 统计
（ＣＨＩ）、期望交叉熵（ｃｒｏｓｓ ｅｎｔｒｏｐｙ）、文本证据权（ ｔｈｅ ｗｅｉｇｈｔ ｏｆ
ｅｖｉｄｅｎｃｅ ｆｏｒ ｔｅｘｔ）、优势率（ｏｄｄｓ ｒａｔｉｏ）和词频反文档频率等［２］ 。
对于传统的 ＴＦＩＤＦ特征提取算法，目前已有文献［３６］对其的

不足进行分析及改进，效果比较显著的是通过引入信息熵对其
进行改进，解决了词语在类别间的分布不均造成的问题。 比如
字面不同的词语但可以表示同一个含义，这样的一组词的语义
特征［７１０］是一样的，不能忽视它们共同出现对词频的影响。 若
忽视了语义，就无法准确表达文档的内容，同时也会影响计算
特征词权值的精确度。 之前的大多工作是计算独立的字或词
的权重值，以选出特征词，很少涉及词汇语义部分的研究，容易
忽视多义词和同义词现象。 本文针对这一问题，先对词语进行
语义信息的分析，然后将有语义关联的归为一组，进而分析信
息熵，改进信息增益的公式，提出一种新的基于语义关联和信
息增益的 ＴＦＩＤＦ特征选择算法。 实验结果表明，改进后的特
征选择算法，在文本分类的查准率和召回率两方面均有不同程
度的提高。

1　相关工作
1畅1　TFIDF特征选择

在文本分类领域中，最常用的是 Ｓａｌｔｏｎ 在 １９７５ 年提出的
向量空间模型（ＶＳＭ）。 ＶＳＭ将文本 di 看做向量空间中的一个
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n维向量（ t１ ，w t１ ，t２ ，w t２ ，t３ ，w t３ ，⋯，tn，w tn ），则 t１ ，
t２ ，t３ ，⋯，tn 是该文本的特征词，w ti ，i ＝１，２，３，⋯，n 是该文
本对应的第 i个特征词的权重值。

对文本文档进行分类主要依据文档的内容，而特征词的权
重值便是刻画词语表达文档内容的重要指标。 权重值的计算
按其值类型通常分为以下两种［１１］ ：ａ）布尔型，即将所有训练文
档的词语作为全集，当一个词语 ti 出现在文档中时，其权值设
为 １，否则设为 ０；ｂ）实数型，将文档的词语通过权重计算公式
求出其权重值。 ＴＦＩＤＦ 是 ＶＳＭ 中经典的特征权值函数，权重
计算公式为

ｗｅｉｇｈｔｔｆｉｄｆ（ t） ＝ｔｆ（ t） ×ｉｄｆ（ t）
其中：ｔｆ（ ｔｅｒｍ ｆｒｅｑｕｅｎｃｙ）为词语频率，表示该词语在文档中出
现的次数；ｉｄｆ（ ｉｎｖｅｒｓｅ ｄｏｃｕｍｅｎｔ ｆｒｅｑｕｅｎｃｙ）为反文档频率，表示
该词语在文档集合中分布情况的量化。 通常计算 ｉｄｆ的方法为

ｉｄｆ（ t） ＝ｌｏｇ N
n

其中：N为文档集中的总文档数，n为出现特征项 t的文档数。
显然，传统的 ＴＦＩＤＦ特征选择方法中，某个词语的权重值

与该词语的频率成正比，与文档频率成反比。 但这个方法有着
明显的不足，即忽视了文档在每个类中的分布情况。 对于文档
频率，一方面只考虑了包含某个词语文档数绝对量的多少，而
没有考虑这些文档在类别中的分布；另一方面，假如说包含某
词条的文档数比较少，但如果这个词语均匀分布于各个类别
中，那么对分类的贡献是微乎其微的，不能很好地区分类别。
相应地，它的权重值应该比较小，但是按照传统 ＴＦＩＤＦ算法得
出的权重值却比较大。 上述两个明显的缺点主要是因为
ＴＦＩＤＦ将文档集合作为整体考虑，没有考虑词语在类别间的分
布情况。 针对这个问题，文献［１０］对传统 ＴＦＩＤＦ 方法进行了
改进，引入了信息熵与信息增益的概念，用以解决词语在类别
间的分布不均。 但文献［１０］在处理方法上未考虑同一个文档
中词与词之间的语义关联，只是将每个词语孤立地进行权重值
的计算，这样的处理将词语割裂开，不利于文本内容表达的完
整性，对文本分类有一定的影响。 本文在基于语义关联的前提
下计算信息熵，对权重值的计算方法进行改进。

1畅2　基于信息熵的特征选择
熵是德国物理学家克劳修斯于１８５０年提出的，表示一种能量

在空间中分布的均匀程度，能量分布得越均匀，熵就越大。 １９４８
年，Ｓｈａｎｎｏｎ把熵应用于信息处理，提出了信息熵的概念。 信息熵
在随机事件发生之前，是结果不确定性的量度；在随机事件发生之
后，它是人们从该事件中所得到信息的量度（信息量）。

设随机事件 X 在获得信息 y 之前结果的不确定性为 H
（X），得到信息 y之后为 H（X｜y），那么包含在消息 y中的关于
事件 X的信息量为

G（X，y） ＝H（X） －H（X｜y） （１）

条件熵 E（X｜y） ＝H（X｜y）是观测信息 y后信息空间 X的
不确定程度。 信息增益是信息熵的差，表示为

ＩＧ（X，y） ＝H（X） －H（X｜y） （２）

由公式得出的不确定程度减少量就是信息增益，即表示词
语 ｙ对分类的影响。 倘若简单地将信息增益作为一个乘数因
子加入 ＴＦＩＤＦ 中，修改 ＴＦＩＤＦ 算法中的权重公式为 ｔｆ ×ｉｄｆ ×
ＩＧ，并不能解决传统 ＴＦＩＤＦ的不足，所以在 ｔｆ ×ｉｄｆ×ＩＧ公式的
基础上，将信息增益公式进行变形并引入到文档集合的类别

间，将文档类别看做信息源，由训练数据集合的类别信息熵和
文档类别中词语的条件熵之间信息量的增益关系共同决定该

词语在文本分类中所提供的信息量，即建立起信息熵和词语权
重值之间的关系。 则权重值的计算公式为

ｗｅｉｇｈｔｔｆｉｄｆ（ ti） ＝ｔｆ ×ｉｄｆ ×ＩＧ（C，ti） （３）

其中：
ＩＧ（C，ti） ＝E（C） －E（C／ti） （４）

E（C） ＝－∑
m

j ＝１
p（Cj） ×ｌｏｇ（ p（Cj）） （５）

E（C／ti） ＝－∑
m

j＝１
p（Cj ／ti） ×ｌｏｇ（p（Cj ／ti）） （６）

对式（３）研究得出，可以解决传统 ＴＦＩＤＦ中存在的不足，
即当词语 t在类别中分布不均匀时，在某个类别中大量出现而
其他类别中分布较少，理论上这个词带有很大的类别信息，由
改进后的公式也恰恰算出它的权重值较高。 另一种情况是某
个词语虽然在整个文档集合中数量很少，但均匀分布于各个类
别间，则其对区分类别的影响比较小，理论上它的权重值相应
地比较低，由式（３）算出的权重也确实比较低。

2　基于语义关联的改进特征选择方法
式（３）虽然弥补了词语在类别间分布上的不足，但针对类

别内部，式（３）却未考虑词与词之间的语义关联。 当一个词语
在类别内部经常重复出现，但与这个词有语义关系的词语却非
常稀少，那么这个词与文档所描述的内容关联不大，不能有效地
用来分类，应该赋予小的权重值，但其出现次数多，ＴＦ值较大，
则算出的权重值反而偏大。 同时另外一些词，虽然单个出现的
次数并不多，但它们相互之间关系非常密切，几乎同时出现与共
存，它们在文档中的同时出现对文档内容的描述有着重要影响。
常见的在文档中存在这样三类词：字面不同但表示的含义相同，
一词多义，以及上下文之间隐含的语义关系。 这种现象产生的
原因便是词汇层面（代表意思的词）和概念层面（意思本身）的
差别，在文档中这些词的这种关系体现为语义关联，这样会导致
特征词提取的不准确。 解决办法是可以通过计算语义相似
度［１２］将这些存在语义关联的词归为一组，这样便利用语义特征
将这些词联系起来。 将它们划归为一组后，再一同计算信息增
益值，最终对文档分类提供的信息量就会变大。
结合语义关联，本文提出对文本文档中类别内部的词语先

进行分词，进而合并有语义关联的词语，将这些词划归一组。
在 ｔｆ×ｉｄｆ×ＩＧc 中，计算 ＩＧc 中的条件熵部分时，不以单个词为
出发点，而考虑某类别内部出现的从属于同一组的词语，先计
算这组词在某个类别中出现的概率和，然后计算这组词的条件
熵，最后求信息增益。 即
输入：用于训练的文档集 Ｄ。
输出：融合语义的 ＫＮＮ分类器。
ｓｔｅｐ １．选用中科院的 ＩＣＴＣＬＡＳ系统对文本进行分词，词语表示为

ｔ１ ，ｔ２ ，⋯，ｔｎ；ｓｔｅｐ ２．同一类别内部的词语进行归并成组；
ｉ ＝１；
ｗｈｉｌｅ （ ｔｉ∈（ ｔ１ ，ｔ２ ，⋯，ｔｎ））
｛ ｓｗｉｔｃｈ （依据知网［１３］的各种关系定位 ｔ ｉ，判断属于哪一组）
ｃａｓｅ １；
　则 ｔ ｉ 归属关系组 １；
ｃａｓｅ ２；
　则 ｔ ｉ 归属关系组 ２；
⋯⋯
ｃａｓｅ ｋ；
　则 ｔ ｉ 归属关系组 ｋ；
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ｄｅｆａｕｌｔ；
ｉ ＋＋；
｝
ｓｔｅｐ ３．对同一个类别内部，计算被归为一组的词语出现的概率和

∑
ｎ
ｉ＝１ｐ（Ｃｊ ／ｔｉ）；ｗｈｉｌｅ（ ｔ ｉ∈（ ｔ１ ，ｔ２ ，⋯，ｔｎ））

｛
　ｗｈｉｌｅ（ ｔｊ∈（ ｔ１ ，ｔ２ ，⋯，ｔｎ）＆＆ｊ≠ｉ）
　｛
　ｉｆ （ ｔｉ 与 ｔｊ 基于知网存在语义上的 某种关联）
　　ｐ（Ｃｊ ／ｔｊ） ＋＝ｐ（ｃｊ ／ｔ ｊ）；ｅｌｓｅ
　　输出 ｐ（ ｃｊ ／ｔｉ）；
　　ｊ ＋＋；
　　｝
ｉ ＋＋；
｝
然后分别求每个词的条件熵 Ｅ（Ｃ／ｔｉ ）以及信息增益 ＩＧｃ （ Ｃ， ｔ） ＝

Ｅ（Ｃ） －Ｅ（Ｃ／ｔ ｉ）；ｓｔｅｐ ４．计算每个词语的权重值 ｗｅｉｇｈｔｔｆｉｄｆ（ ｔ ｉ）；ｓｔｅｐ ５．对文档中词语的权重值 ｗｅｉｇｈｔｔｆｉｄｆ （ ｔ ｉ）进行排序，选出权重
值较大的前 Ｎ个作为特征词；

ｓｔｅｐ ６．采用 ＫＮＮ 算法对训练文档进行分类。

本文针对步骤 ２、３进行深入研究。 步骤 ２中找出有语义关
联的词语进行合并时所依据的是知网［１３］中的各种关系。 在知
网中，每个词可以具有多个概念（一词多义），此外知网还定义
了上下位关系、同义关系、反义关系、部件—整体关系等 １６种关
系，通过一系列的义原，利用某种知识描述语言来描述一个概
念。 将词特征和概念特征联系起来，通过索引表可以建立概念
与关系之间的联系，那么对于任给的一个词，可以对其定位，快
速查找到与之有关联的其他词语，然后将这些词归入一组。

综上，归组完毕后需要修改条件熵 E（C／ti）为

E（C／ti） ＝－∑
m

j ＝１
（∑

n

i ＝１
p（Cj ／ti）） ×ｌｏｇ（∑n

i ＝１
p（Cj ／ti））

其中：C为文档集合，m为文档类别的个数，n为词语 ti 所在的
分组中词语的总个数，p（Cj ／ti）表示词语 ti 在类别 Cj 中出现的

概率。
则信息增益公式修改为

ＩＧc（C，t） ＝E（C） －E（C／ti）

最终的权重公式为

ｗｅｉｇｈｔｔｆｉｄｆ （ ti） ＝ＴＦ ×ＩＤＦ ×ＩＧ c（C，t ）

利用本文改进后的条件熵及信息增益公式完成步骤 ３ 的
计算。

改进后的权重公式在保证很好地反映词语在类别间的分

布情况基础上，将类别内部词语的语义关联加入公式中，对文
档分类提供更全面的信息量，解决了传统 ＴＦＩＤＦ算法的不足，
修正了权重值的计算公式，继而便可进行特征提取，完成文本
分类的验证实验。 实验流程如图 １所示。

3　实验分析
为了验证本文对信息增益公式的改进可以提高分类的准

确度，在搜狗网站上下载了 １ ０００ 篇文档作为语料，用于文本
分类的实验，主要有教育、体育、财经、工业、医药、政治、汽车、
军事、艺术、计算机共十个方面的内容。 取训练文本 ５００篇，测
试文档 ５００ 篇。 采用中科院的 ＩＣＴＣＬＡＳ 系统（ｈｔｔｐ：／／ｉｃｔｃｌａｓ．
ｏｒｇ／）对所有文本进行分词，用 Ｃ ＋＋语言实现文本分类。 实
验采用 ｔｆ×ｉｄｆ×ＩＧc 和本文提出的 ｔｆ ×ｉｄｆ ×ＩＧc公式来计算词

语的权重值，然后采用 ＫＮＮ 算法［１４］进行分类，分别从查准率

和召回率两个评价指标对两种权重计算方法的分类效果进行

比较。 查准率和召回率是两个常用的文本分类评估测试值，查
准率是指测试集中被正确分类的文档数除以测试集中被分类

为正例的文档数；召回率等于正确归类的文档数与应有的文档
数的比值。 在 ＫＮＮ分类算法中，选取 K ＝１４ 时分类的实验结
果分别如表 １、２所示。

表 １　基于信息增益的 ＴＦＩＤＦ算法的分类结果
分类 教育 体育 财经 工业 医药 就业 汽车 军事 艺术 计算机

教育 ４７ 晻０ a０ <１  ０ 蝌１ 屯０ è１ 儍０ ^０ 0
体育 ０ 唵４６ p１ <０  ０ 蝌１ 屯１ è０ 儍１ ^０ 0
财经 ０ 唵０ a４７ K０  ０ 蝌１ 屯０ è０ 儍１ ^１ 0
工业 １ 唵１ a１ <４２ &１ 蝌１ 屯１ è１ 儍０ ^１ 0
医药 ０ 唵０ a１ <０  ４６  １ 屯０ è１ 儍０ ^１ 0
就业 ０ 唵１ a１ <１  ０ 蝌４６ 苘１ è０ 儍０ ^０ 0
汽车 １ 唵１ a１ <０  ０ 蝌１ 屯４５ 贩１ 儍０ ^０ 0
军事 １ 唵１ a１ <１  １ 蝌１ 屯１ è４１ 拻１ ^１ 0
艺术 ０ 唵１ a１ <１  ０ 蝌１ 屯０ è１ 儍４５ m０ 0
计算机 ０ 唵１ a１ <１  １ 蝌１ 屯１ è１ 儍０ ^４３ ?
查准率／％ ９４ h．００ ８９ C．０３ ８５  ．４０ ９０ �．８３ ９３ 栽．５５ ８３ �．７８ ９２ 妸．７１ ８７ e．４４ ９６ @．４０ ９１  ．４８

召回率／％ ９４ h．００ ９２ C．００ ９４  ．００ ８４ �．００ ９２ 栽．００ ９２ �．００ ９０ 妸．００ ８２ e．００ ９０ @．００ ８６  ．００

其中：每个类别为 ５０ 个样本，平均查准率为 ９０畅５７％，平均召
回率为 ８９畅６０％。
表 ２　基于语义关联和信息增益的 ＴＦＩＤＦ 改进算法的分类结果
分类 教育 体育 财经 工业 医药 就业 汽车 军事 艺术 计算机

教育 ４９ 晻０ a０ <０  ０ 蝌０ 屯０ è０ 儍１ ^０ 0
体育 ０ 唵４８ p０ <１  ０ 蝌１ 屯０ è０ 儍０ ^０ 0
财经 ０ 唵０ a４７ K０  ０ 蝌１ 屯０ è０ 儍１ ^１ 0
工业 ０ 唵０ a１ <４８ &０ 蝌０ 屯０ è０ 儍０ ^１ 0
医药 １ 唵０ a０ <１  ４５  ０ 屯１ è１ 儍１ ^０ 0
就业 ０ 唵０ a０ <１  ０ 蝌４９ 苘０ è０ 儍０ ^０ 0
汽车 ０ 唵０ a０ <１  ０ 蝌０ 屯４８ 贩１ 儍０ ^０ 0
军事 ０ 唵１ a０ <０  １ 蝌１ 屯１ è４６ 拻０ ^０ 0
艺术 １ 唵１ a１ <０  １ 蝌１ 屯１ è１ 儍４２ m１ 0
计算机 ０ 唵１ a１ <０  １ 蝌０ 屯０ è０ 儍１ ^４６ ?
查准率／％ ９６ h．０８ ９４ C．１２ ９４  ．００ ９２ �．３１ ９３ 栽．７５ ９２ �．４５ ９４ 妸．１２ ９３ e．８８ ９１ @．３０ ９３  ．８８

召回率／％ ９８ h．００ ９６ C．００ ９４  ．００ ９６ �．００ ９０ 栽．００ ９８ �．００ ９６ 妸．００ ９２ e．００ ８４ @．００ ９２  ．００

其中：每个类别为 ５０ 个样本，平均查准率为 ９３畅５９％，平均召
回率为 ９３畅６０％。
对实验结果分析得出，使用改进后的权重公式，查准率和

召回率均有不同程度提高，在平均查准率和平均召回率两个指
标中提高体现得更明显。 实验表明在类别内部词语之间的语
义关联对权重值有不可忽视的影响，将这个因素引入公式中对
最终的分类效果有明显的提高。
为了进一步验证考虑语义关联后，文本的分类效果会有显

著的提高，以计算机和艺术类别的文本为例设计如下实验。 选
用上述实验测试集中的计算机类文档 ５０ 篇，艺术类文档 ５０
篇，继续采用中科院的 ＩＣＴＣＬＡＳ 系统（ｈｔｔｐ：／／ｉｃｔｃｌａｓ．ｏｒｇ／）对
所有文本进行分词，用 Ｃ＋＋语言实现文本分类。
此实验中对语料进行了特殊处理，比如增加文档中同义词

的比例。 在原始语料中，依托知网中的词语关系，通过人工统
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计，计算机类文档中有语义关联的词语占总词数的平均比例为
１４畅９％，艺术类文档中有语义关联的词语占总词数的平均比例
为 １０畅２％。 为凸显本文加入语义关联后对特征提取的效果，
进行强语义关联下的文本分类实验。 人为地对两个类别的文
档分别增加同义词，使得计算机类文档中有语义关联的词语比
例提高到 ３０％，艺术类文档中有语义关联的词语提高到 ２０％，
这样做的目的使得类别更鲜明，更有利于进行数据分析，针对
专业性较强的文本有明显的优势。 依然采用本文提出的 ｔｆ ×
ｉｄｆ×ＩＧc进行权重值的计算，进而用 ＫＮＮ 算法进行文本分类。
分类效果如表 ３所示。

表 ３　强语义关联下的分类效果比较

分类
原始语料

计算机 艺术

处理后的语料

计算机 艺术

计算机 ４５ k８ -４９ !３ "
艺术 ５ Z４２ ?１  ４７ 3

查准率／％ ８４ 6．９１ ８９  ．３６ ９４ 祆．２３ ９７ �．８０

召回率／％ ９０ 6．００ ８４  ．００ ９８ 祆．００ ９４ �．００

　　由表 ３中数据得知，计算机类的查准率在进行强语义关联
处理后查准率提高了 ９畅３２％，召回率提高了 ８％；艺术类的查
准率提高了 ８畅４４％，召回率提高了 １０％。 由此可见，在强语义
关联下，本文的方法优势很明显。 中文信息中有大量语义关联
的词汇，所以本文的方法有较大的应用价值，对文本分类的效
果的提高有显著帮助。

4　结束语
本文对基于信息增益的 ＴＦＩＤＦ 算法进行了深入研究，将

文档类别看做信息源，在考虑词条在文档各类别间的分布情况
的基础上，加入词与词之间的语义关联这一重要因素重新计算
信息增益，从而提高了文本分类的准确度。 因为特征选择算法
大多对文本分类算法存在一定的依赖关系，所以在未来的工作

中，将本文提出的改进方法与 Ｎａｔｉｖｅ Ｂａｙｅｓ 等文本分类方法相
结合，在期望得到更好的分类效果的同时检验该特征算法对分
类算法的依赖情况。
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